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卷积神经网络及其在智能交通系统中的应用综述
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摘　要:从特征传输方式、空间维度、特征维度３个角度,论述了近年来卷积神经网络结构的改进方

向,介绍了卷积层、池化层、激活函数、优化算法的工作原理,从基于值、等级、概率和转换域四大类

总结了近年来池化方法的发展,给出了部分具有代表性的激活函数对比、梯度下降算法及其改进型

和自适应优化算法的工作原理和特点;梳理了卷积神经网络在车牌识别、车型识别、交通标志识别、
短时交通流预测等智能交通领域中的应用和国内外研究现状,并将卷积神经网络算法与支持向量

机、差分整合移动平均回归模型、卡尔曼滤波、误差反向传播神经网络、长短时记忆网络算法从优

势、劣势和在智能交通领域的主要应用场景三方面进行了对比;分析了卷积神经网络在智能交通领

域面临的鲁棒性不佳和实时性较差等问题,并从算法优化、并行计算层面和有监督学习到无监督学

习方向研判了卷积神经网络的发展趋势.研究结果表明:卷积神经网络在视觉领域具有较强优势,
在智能交通系统中主要应用于交通标志、车牌、车型识别、交通事件检测、交通状态预测;相比其他

算法,卷积神经网络所提取的特征更加全面,有效地提高了识别准确度与速度,具有较大的应用价

值;卷积神经网络未来将通过网络结构的优化、算法的改进、算力的提升以及基准数据集的增强,为
智能交通带来新的突破.
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Abstract:Fromtheperspectivesoffeaturetransmissionmode,spatialdimensionandfeature
dimension,theimprovementdirectionsofconvolutionneuralnetworkstructureinrecentyears
werereviewed．The workingprinciplesoftheconvolutionlayer,poolinglayer,activation
functionandoptimizationalgorithm wereintroduced,andtherecentdevelopmentsofpooling
methodsintermsofvalue,level,probability,andtransformationdomainweresummarized．The
comparison ofsome representative activation functions,and the working principle and
characteristicsofthegradientdescentalgorithmanditsimprovedandadaptiveoptimization
algorithmweregiven．Theapplicationandresearchstatusofconvolutionalneuralnetworkin
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intelligenttransportationfieldssuchaslicenseplaterecognition,vehicletyperecognition,traffic
signrecognition,andshortＧtermtrafficflowpredictionwerereviewed．Theconvolutionalneural
networkalgorithmwascomparedwiththesupportvectormachine,differentialintegratedmoving
averageregressionmodel,Kalmanfilter,errorbackpropagationneuralnetwork,andlongＧterm
andshortＧterm memorynetworkalgorithmsfromtheadvantagesanddisadvantagesandmain
applicationscenariosinthefieldofintelligenttransportation．Theissuesofpoorrobustnessand
poorrealＧtime performance of convolutional neural network in the field ofintelligent
transportationwereanalyzed．Thedevelopmenttrendofconvolutionalneuralnetwork was
evaluatedintermsofalgorithmoptimization,parallelcomputing,andsupervisedlearningto
unsupervisedlearning．Researchresultsshowthattheconvolutionalneuralnetworkhasstrong
advantagesinthefieldofvision．Itismainlyusedfortrafficsign,licenseplate,vehicletype
recognition,trafficeventdetection,andtrafficstatepredictioninintelligenttransportation
system．Comparedwithotheralgorithms,theconvolutionalneuralnetworkcanextractmore
comprehensivefeatures．Itcaneffectivelyimprovetherecognitionaccuracyandspeedandhas
greatapplicationvalue．Theconvolutionalneuralnetwork willbringnew breakthroughsto
intelligenttransportationinthefuturethroughtheoptimizationofnetworkstructure,the
improvementofalgorithmandcomputingpower,andtheenhancementofbenchmarkdatasets．
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０　引　言

智能交通系统(IntelligentTransportationSystem,

图１　人工神经网络发展路线

Fig．１　Developmentrouteofartificialneuralnetwork

ITS)在国内起步于２０世纪末,随着科学技术水平

的不断提高、制造业的快速发展,机器视觉、通信、传
感技术等都已经成为ITS的重要技术手段.ITS在

实际交通中的广泛应用促进了道路交通的技术进

步,使得车辆以及行人的出行质量都得到了很大的

改善,提高了交通工作效率、减少了交通事故的发

生、缓解了道路阻塞问题.ITS将人、路、车三者有机

地联系在一起,使得人们出行质量得到提高,确保了

自身的安全,促进了运输行业的发展.智能交通系统

是卷 积 神 经 网 络(ConvolutionalNeuralNetwork,

CNN)应用领域中具有发展潜力的研究领域,其应

用包括车牌、车型、交通标志的识别研究等.
人工 神 经 网 络 (ArtificialNeuralNetwork,

ANN)是一种模仿生物神经网络行为特征的数学模

型.通过内部大量神经元之间相互连接、相互作用

模拟大脑的非线性、非局限性,构成一个自适应非线

性动态网络系统[１],从而完成对信息的处理,并具备

自学习的能力.人工神经网络发展路线见图１.

１９４３年,Mcculloch等[２]建立了神经网络的数

学模型,形式化地用数学语言描述了神经元和网络

结构,证明了单个神经元能执行逻辑功能,开创了人

工神经网络的先河.１９５８年,人工神经网络得到进

一步发展,Rosenblatt[３]在 MP模型的基础上提出

９４
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了单层感知器模型,并证明了２层感知器经过训练

后可以对一定的输入进行分类识别,建立了第１个

真正意义上的神经网络,随后他还提出了带有隐层

的３层感知器.感知器模型包含了一些现代神经网

络的基本原理,其结构符合神经生物学,对神经网络

的发展具有重大的推动作用.１９６２年,Widrow等[４]

提出了自适应线性元件结构和最小均方算法(Least
MeanSquare,LMS)准则(现在也被称为 WidrowＧ
Hoff准则),并将其应用于实际工程,促进了神经网

络的应用与发展.１９６９年,Minsky等[５]从数学的

角度仔细分析了以感知器为代表的神经网络系统的

功能和局限,指出单层感知器本质上是线性模型,无
法处理“异或”问题,应用领域极为有限,加上当时计

算机的计算能力无法满足大型神经网络长时间的运

行需求,这几乎宣判了感知机模型甚至人工神经网

络的死刑,导致后来神经网络研究经历多年的寒冬.
尽管神经网络的发展处于低潮时期,但一些学

者仍致力于该领域的研究,提出了自组织特征映射

(SelfＧOrganizingFeatureMap,SOM)[６]、自适应共振

理论(AdaptiveResonanceTheory,ART)[７]等算法,
为神经网络的研究和发展奠定了基础.在１９８２~
１９８６年,Hopfield等[８Ｇ１１]通过总结和吸取前人的成果

和经验,引入“计算能量函数”的概念,提出了具有联

想记忆的反馈互连网络,称为 Hopfield模型,该模型

在数学层面对人工神经网络信息存储和提取进行了

概括,提供了重要公式和参数,促使人工神经网络主

要从反馈和多层前馈两方面展开研究,使其构造和学

习有了理论指导,激发起大量学者的研究热情,极大

的推动了神经网络的发展.１９８３年,Hinton等[１２]提

出了玻尔兹曼机模型,该模型是最早能够学习神经元

内部表示的神经网络之一.１９８６年,Rumelhart等[１３]

提出了反向传播(BackPropagation,BP)算法,解决

了２层神经网络所需要的复杂计算量问题,同时克

服了神经网络无法解决异或的问题.但受限于当时

数据获取的瓶颈,神经网络只能在中小规模数据上

训练,因此,过拟合极大困扰着神经网络型算法,同
时各种浅层机器学习模型也在快速发展,致使神经

网络的研究再次跌入“谷底”.随着研究者们的不懈

努力和硬件性能的不断优化,２００６年,Hinton等[１４]

提出了深度学习的思想,通过逐层预训练的方式有

效完成了深层神经网络的训练过程,同时证明了神

经网络模型的预测能力相比其他传统机器学习算法

的优越性,各种深度学习模型也相继被提出[１５Ｇ１８],其
中,卷积神经网络在计算机视觉领域取得了突破性

的进展.卷积神经网络和全连接神经网络结构较为

相似,其输入输出以及训练过程也基本一致,不同的

是卷积神经网络相邻两层之间只是部分节点相连,而
全连接(FullyConnected,FC)网络相邻２层之间的节

点都有连接,使网络参数急剧增多,不仅减缓计算速

度,还极易产生过拟合问题,因此,卷积神经网络更适

用于处理图像数据.其实在１９９８年,Lecun等[１９]提

出了基于梯度学习的CNN网络模型,并成功应用

于手写数字识别,但受限于当时的数据处理能力,因
此,未能得到发展.直到２０１７年,Krizhevsky等[１７]

提出的AlexNet模型在ImageNet[２０]大规模视觉识

别挑战 (ImageNetLargeScaleVisualRecognition
Challenge,ILSVRC)竞赛中获得了第１名,从此,

AlexNet成为CNN领域内具有重要历史意义的一个

网络模型.相比传统机器学习方法,CNN实现了类

似人脑的视野域,依靠网络本身学习和生成特征,在
图像处理中逐渐体现出无可替代的优越性,同时,其
在交通领域的应用也推动了智能交通的进一步发展.

１　卷积神经网络

２０世纪６０年代,加拿大神经科学家Hubel等[２１]

通过对猫脑视觉皮层的研究,发现视觉信息从视觉

皮层传递到大脑是通过多个层次的感受野逐层激发

实现.１９８０年,日本科学家Fukushima等[２２]根据

HubelＧWiesel的层级模型,模拟生物视觉系统提出

了与之结构相似的神经认知机(Neocognitron),神
经认知机被认为是卷积神经网络的前身,它采用S
型细胞和C型细胞交替堆叠组成,其中,S型细胞能

够最大程度地响应感受野内的特定边缘刺激,提取

其输入层的局部特征,C型细胞对来自确切位置的

刺激具有局部不敏感性,这与卷积神经网络的卷积

层和池化层一一对应.随后１９９８年,Lecun等[１９]

在Fukushima研究工作基础上,采用BP算法和随

机梯度下降法设计并训练了第一个真正意义上的

CNN模型(该模型称为LeNetＧ５),LeNetＧ５吸取了

Neocognitron稀疏交互的优点,并在生成特征图时,
每个感受局部图像区域的神经元用同一个卷积核去

卷积图像,这一特性便是权值共享,很大程度上减少

了参数量.LeNetＧ５通过局域感受野、权值共享和

池化实现识别位移、缩放和扭曲不变性[１９],为CNN
后来的发展奠定了坚实的基础.

随着大规模训练数据的出现(如ImageNet等[２０])
以及计算机硬件的飞速发展(特别是 GPU 的出

现),使得深度卷积神经网络得到进一步发展.从

０５
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２０１０年开始,每年都有ILSVRC竞赛来供各种算法

挑战分类极限,其所用数据集为ImageNet的子集,
共有１０００个类别、上百万张图像.继AlexNet后,

ZFNet[２３]、VGGNet[２４]、GoogleNet[２５]、ResNet[２６]、

DensNet[２７]等算法相继被提出,使得深度卷积神经

网络模型逐渐强大.从结构方面来看,CNN发展方

向是加深网络和增强卷积模块功能.表１从空间维

度、特征维度、特征传输方式三方面总结了网络结构

的差异.
表１　基于空间维度、特征维度、特征传输方式的网络结构

Tab．１　Networkstructurebasedonspatialdimensions,characteristic

dimensions,andcharacteristictransmissionmethods

分类标准 方法 代表性网络

空间维度

(１)用多个小卷积核代替大卷积核 VGGNet[２４]

(２)多尺度非线性,单一尺寸卷积核用

多尺寸卷积核代替,使用１×１卷积核

Inception
系列[２５,２８Ｇ３０]

(３)固定形状卷积核趋于使用可变形

卷积核

可变形卷积

网络[３１]

(４)空洞卷积 FCN[３２]

(５)反卷积 ZFNet[２３]

特征维度

(１)深度可分离卷积,每个通道使用不

同卷积操作
Xception[３３]

(２)使用分组卷积 AlexNet[１７]

(３)分组卷积前对通道随机分组 ShuffleNet[３４]

(４)通道加权计算 SEＧNet[３５]

特征

传输

方式

(１)使用跳跃连接,让模型更深 ResNet[２６]

(２)密集连接,使每一层都融合上其他

层的特征输出
DenseNet[２７]

　　VGGNet通过加深网络层数来提高识别精度,
采用３×３尺寸的卷积核代替原较大卷积核和更小

的步长来堆叠网络,从而加深整个神经网络的层级,
证明了增加网络层数有利于提高图像分类的准确

度.GoogleNet同时增加了网络的深度和宽度,增
强了特征提取功能.

可变形卷积[３１]认为卷积核的形状可以是变化

的,变形的卷积核能让它只看感兴趣的图像区域,这
样识别出来的特征更佳.反卷积[２３]是卷积的逆运

算,可得到和原始输出图像尺寸相同的图像.高鑫

等[３６]提出了DFＧRCNN模型来提高遥感图像中密

集区域的检测精度.该模型在VGGNet基础上,首
先利用反卷积将深浅层特征图统一到较高分辨率并

进行融合,多层融合特征比单层特征具有更强的表

达能力;其次引入可变形卷积和可变形RoI池化模

块来学习密集区域目标的形变信息,增强网络对空

间几何变换的学习能力.试验表明,DFＧRCNN模

型在遥感图像中具有良好的检测性能,有效的提高

了密集区域与非密集区域的检测精度.
空洞卷积在图像分割领域被提出[３７],池化操作

可增大感受野、降低特征维度,上采样操作可增大图

像尺寸.图像经过上采样操作恢复了之前的大小,
但是在经过池化操作时易丢失很多细节信息,导致

特征的不完善,空洞卷积是在原卷积核中插一些０
的权值,即在原卷积核“挖洞”,达到扩大感受野的目

的,同时避免信息的损失,空洞卷积在图像需要全局

信息问题中得到广泛使用.Google团队所提出的

DeepLab系列[３８Ｇ４１]均采用了空洞卷积,来获取更多

的上下文信息,DeepLabv３＋还引入Xception作为

编译器的基础网络,使得网络更加快速和鲁棒,在

PASCALVOC２０１２数 据 集 上 平 均 交 并 比 达 到

８９％.Kaiming等[４２]提出的 MaskRＧCNN网络将

经典的目标检测算法FasterRＧCNN[４３]和语义分割

算法全卷积网络(FullyConvolutionalNetworks,

FCN)有效结合,可以实现目标分类、目标检测、语
义分割和实例分割等多个任务.Liu等[４４]按照信息

在神经网络中的传播方式,基于 MaskRＧCNN,提出

了一种路径聚合网络(PathAggregationNetwork,

PANet),将所有特征层的特征进行汇聚,缩短底层

和顶层特征层之间的距离,从而可靠地传递信息,在

COCO２０１７ 挑 战 实 例 分 割 任 务 中 获 得 冠 军.

Huang等[４５]认为 MaskRＧCNN使用分类置信度来

衡量 Mask的分数,不能很好地反应分割质量,因此

提出 了 一 种 对 实 例 分 割 进 行 评 分 的 网 络,称 为

MaskScoringRＧCNN,通过在COCO数据集上进

行评估,MaskScoringRＧCNN表现较好,并且优于

MaskRＧCNN网络.
深度可分离卷积[３３]可看做是Inception的延

续,对输入的每一个通道进行各自的卷积操作,得到

每一个通道的特征图,之后再对这些特征图进行

１×１跨通道卷积操作,即对分离的通道进行融合.
因为深度可分离卷积对每一个通道都进行了学习,
且每个通道对应一个不同的过滤器,因此,可得到的

更具表达力的图像特征,此外,相比标准的卷积操

作,它还降低了参数量.
分组卷积最早出现在AlexNet中,受限于当时

的硬件资源,在训练网络时 Krizhevsky等[１７]将特

征图分给多个 GPU 分别进行处理,最后把多个

GPU的结果进行融合.但只在最后一层才融合不

同组之间的特征,不利于模型的泛化性.为了解决
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这个问题,Zhang等[３４]提出ShuffleNet,该网络在每

一次层叠分组卷积前,都先进行一次通道随机选择,
随机将不同通道分配到不同组当中.经过通道随机

选择之后,分组卷积输出的特征能考虑到更多通道,
且ShuffleNet中的分组卷积操作采用深度卷积,因
此,输出的特征表达能力更强.但在连接通道产生

特征时,ShuffleNet忽略了不同特征通道对模型的

作用是不相等的问题,Hu等[３５]提出的SEＧNet通过

学习的方式来自动获得每个特征通道的重要程度,
然后依照此程度提升有用的特征并削弱用处较小的

特征,即对特征通道进行加权计算,该网络在ILSＧ
VRC２０１７竞赛中将前５项错误率降至２．２５１％.

Sarıgül等[４６]提出了一种新的卷积技术,称为差

分卷积和更新的误差反向传播算法.提出的卷积技

术通过考虑相邻像素之间的方向变化来改进标准卷

积,旨在将包含方向激活差异的特征映射传输到下

一层.差分卷积通过应用预定义的常量滤波器生成

表示信号变化的新特征图,这些新特征图可检测到

模式的巨大差异,这些差异是分类问题的有价值信

息,它充分考虑了特征映射中卷积特征如何变化.
平铺卷积通过增加滤波器的数量来保持特征映射的

数量不变,而差分卷积在不增加滤波器数量的情况

下增加特征图的数量.空洞卷积试图增加滤波器的

感受野,而差分卷积增加了滤波器的效率而不改变

感受野大小.具有新特征映射的差分卷积需要改进

反向传播算法,在反向传播期间,误差以相反方向传

输到每个特征映射.每个额外特征图上的误差乘以

相应的固定值滤波器权重,并添加到第一特征图的

相应误差上,此误差矩阵用于训练相关滤波器,并向

后传播.试验结果证明了差分卷积技术的有效性和

适应性,它保留了像素激活中的方向变化量,提取图

方向的有价值信息,增加特征图的数量而不增加滤

波器的数量,并通过邻域激活提供误差馈送.此外,
它易于适应所有CNN结构,能提升网络性能并加

快误差最小化.
增加网络深度可提高网络性能,但不得不面对

深层次网络所带来的网络退化问题,仅线性增加网

络层数会造成梯度弥散,反而使得网络性能下降,如
何构建一个更深层次的网络成为CNN 的研究热

点.He等[２６]通过分析网络训练问题,认为深度网

络中并非每一层都得到优化训练,随着层数的增加,
误差也会逐层增大,引起网络退化和梯度消失问题,
为了解决这一问题,提出了深度残差网络ResNet.

ResNet通过在浅层网络的基础上叠加恒等映射层,

将低层特征图直接映射到高层网络中,这种结构被

称为跳跃连接.ResNet将网络加深至１５２层,并且

使用了和VGGNet同样大小的卷积核,使其有更高

的测试准确度和更低训练误差.DensNet通过参考

ResNet以及GoogleNet将前面所有层的输出都传

递给下一层,建立了不同层之间的连接关系,最大化

信息的传播,重复利用特征,进一步减轻了梯度消失

问题,使得深度网络得到较好的训练.
以上网络框架尽管都通过优化网络结构使得性

能越来越好,计算量也得到很大程度减少,但都是趋

向于往更深层次的方向发展,这意味着需要训练的

参数还是很多,需要的存储空间与计算时间也会增

大,这在实际应用中,仍会有一些阻碍.如何进一步

给网络“瘦身”并且提高性能,将成为目前及未来的

研究热点.

１．１　卷积层

卷积神经网络是一类特殊的人工神经网络,其
最主要的特点是卷积运算操作,因此,CNN在诸多

领域特别是图像相关任务上表现优异.卷积层通过

对图像进行卷积运算提取图像特征.在一个卷积层

上将得到若干个特征图,每个特征图提取一类特征,
同一特征图的神经元共享权值(卷积核).２D卷积

的数学公式为

S(i,j)＝ (X∗K)(i,j)＝

　　∑
h
∑
n
x(i＋h,j＋n)k(h,n) (１)

式中:S(i,j)为第i行第j列元素的卷积结果;X 为

输入的二维图像;∗为卷积运算;K 为相应的二维卷

积核;x(i＋h,j＋n)为第i＋h行j＋n列的图像元

素;k(h,n)为第h行n 列的卷积核元素.
卷积层的参数通过反向传播算法进行训练更新.

设滑动步长为１,卷积操作过程见图２,k１~k９ 为卷积

核元素,卷积核在原图上进行滑动来遍历整张图片,
通过计算原图与卷积核上的数值来提取图像特征.

图２　卷积操作

Fig．２　Convolutionoperation

１．２　池化层

为了防止特征维度过高,卷积层后通常会跟一

个池化层进行特征降维.池化操作在加快计算速率
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的同时避免了过拟合问题,提高所提取特征的鲁棒

性.传统的池化方式中最常见的有最大池化[４７]和

平均池化[４８]２种,图３所示为最大和平均池化操作

过程,池化步长为２,对邻域内特征点取最大或平均

图３　最大池化与平均池化操作

Fig．３　OperationsofmaxＧpoolingandaverageＧpooling

值作为该邻域池化后的值.
平均值池化是选取池化域内所有值的平均值作

为池化后特征图的特征值,可以减小因邻域大小受

限造成的估计值方差增大,对微小变形具有鲁棒性;
最大值池化则是选取池化域内所有值的最大值作为

池化后特征图的特征值,可以减小因卷积层参数误

差造成的估计均值偏移,对图像纹理信息保留更好.
但这两种方式均不能很好的进行特征提取,因此,许
多研究者对其进行改进.池化方法可分为基于值、
等级、概率和转换域四大类[４９],如表２所示.基于

值的池化方法又分为基于显著性特征、基于补丁和

多采样的池化方法.
表２　基于值、等级、概率和转换域的池化方法

Tab．２　Poolingmethodsbasedonvalues,rank,probabilitiesandtransformeddomains

分类标准 代表性方法

基于值的

池化方法

基于显著性

特征

最大池化[４７]、平均池化[４８]、混合池化[５０]、全局平均池化[５１]、跳跃池化[５２]、空间金字塔池化[５３]、内核池

化[５４]、动态相关池化[５５]、多激活池化[５６]、联合池化[５７]、细节保留池化[５８]、同心圆池化[５９]

基于补丁 补丁子类池化[６０]、系列多池化[６１]、部分平均池化[６２]

多采样方法 多采样棋盘池化[６３]、并行网格池化[６４]

基于等级的池化方法

基于概率的池化方法

基于转换域的池化方法

多级池化[６５]、顺序池化[６６]、全局加权排名池化[６７]

基于排名的平均池化[６８]、基于排名的加权合并池化[６８]、基于等级的随机池化[６８]

随机空间采样池化[６９]、混合池化[７０]、随机池化[７１]

丢弃最大池化[７２]、稀疏随机池化[７３]

基于时域的池化[７４]、基于频域的池化[７５]、基于小波域的池化[７６]

１．２．１　基于值的池化方法

基于值的池化对图像区域的采样,可进一步分

为基于显著性特征、基于补丁和多采样方法.
在基于显著性特征池化方法中,池化操作将池

化区域中的信息汇总,然后根据池化方法的标准将

其转换为单个值,例如最大池化和平均池化.一些

研究者选择结合最大和平均池化来提高CNN的正

则化能力并解决平均池化和最大池化的瓶颈[４７,７７],
称为混合池化[５０].白琮等[７８]结合２种池化方式优

点,将其分别以权重为１相加作为新的最大Ｇ平均池

化方法,对比单一的最大值池化,最大Ｇ平均池化方

法保留了更重要的图像特征,对外界干扰具有更高

的鲁棒性;Eom等[７９]提出了一种新的池化方法,引
入一个定义池化类型的可训练参数∂,由训练数据通

过反向传播训练得到,收敛的∂可自动决定池的类

型,模型可以从给定任务的训练数据中找到最优的

池化方法;刘万军等[８０]通过对比不同的池化模型对

网络性能的影响,在最大池化算法的基础上,根据插

值原理,设计出一种动态自适应的改进池化算法.
这种模型可以根据不同的特征图以及池化域的内

容,动态调整其池化过程和权值,分别在手写数字、
车牌、人脸３种数据集下进行试验验证,与最大池化

法、平均池化法以及中间值池化法(对平均池化法和

最大池化法的一种折中算法)相比,动态自适应池化

模型均为更优模型,且有效的提升了CNN的收敛

性、准确率以及学习性能.
全局平均(GlobalAverage,GA)池化[５１]取代

了FC层,其基本思想是对每个特征图的平均值求

和,然后将此向量输入分类层.与CNN的其他层

相比,FC层需要约９０％的参数,因此,没有FC层将

极大程度减少参数数量和计算时间,同时避免了输

入特征图的过拟合问题.全局平均池化保持分类任

务类别数和特征图数一致,使特征图和类别信息直

接映射,对最后一层卷积层的每个特征图求均值并连

接成向量,再经过SoftMax分类,求均值结合了空间

信息,对输入的空间变换具有鲁棒性.Zhang等[８１]

对GA池化进行改进,使用对数平均指数函数来提

取特征.
细节 保 留 池 化 (DetailPreservingPooling,

DPP)[５８]采用反向双边滤波器来保存特征图的重要
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细节,有不对称和对称两种变体.对称结构增强了

所有细节,而非对称结构增强的特征高于平均激活.

DPP的计算开销较小,其性能类似于最大或平均池

化,或者在中间函数的非线性连续体上,DPP可以

与随机池化[５５]方法相结合,细节保存和正则化相辅

相成,进一步提高了精度.
空间 金 字 塔 池 化(SpatialPyramidPooling,

SPP)[５３]将最后一层卷积层输出的特征图分别进行

１、４、１６等分,然后在每个分块进行不同窗口大小和

移动步长的池化操作(如最大池化),可得到固定大

小的特征.将SPP层放在FC层前,特征图通过

SPP层可输出固定长度的数据,解决了网络对图片

输入尺寸的限制,同时,不同级别等分的特征对应的

原始图像区域不同,多个对应区域意味着物体的多

个尺度,由于把一个特征图从不同的角度进行特征

提取再融合,使特征包含图像的整体与局部信息,更
具表达能力.SPP的另一种变体是金字塔池化[８２],
它将空间信息集成到特征向量中,在不丢失重要信

息的情况下降低了维度.
在基于补丁的方法中,首先检测对象,并在这些

补丁上应用池化操作,补丁池化方法有子类池化

(SubClassPooling,SCP)[６０]、系列多池化[６１]和部分

平均池化[６２]等.SCP是一个３层结构,解决了部分

训练数据的双重阻塞问题.该方法保留了空间信

息,抑制了遮挡等噪声,提高了整体性能.首先,将
局部特征汇集到一起,根据空间区域将空间相关性

保存到子类中.测试阶段采用模糊最大池化,克服

障碍物区域不稳定的局部特征.最终采用平均池化

通过对每个子类进行常规加权来增强健壮性.该方

法对随机模式下的各种遮挡具有较强的鲁棒性.系

列多池化[６１]方法是受SPP[５３]的启发,并与所选的特

征图补丁相关联.该方法创建了多尺度的特征,并
通过扩展补丁区域来提取丰富的特征.

池化层的下采样操作可学习到空间不变特征并

减少计算成本,下采样丢失了大约７５％的信息,而
在二维CNN中分辨率按比例缩小.为了克服这些

问题,Sadigh等[６３Ｇ６４]提出了２种类型的采样方法以

及池化方法,即方格二次采样和并行网格池化.这

种多采样方法在提高输出特征图的空间分辨率的同

时,保留了传统子采样层的优势,例如增加接收域并

降低计算成本,这样可产生更高分辨率的特征图,在
训练过程中对深层特征进行更好的梯度更新以及通

过减少膨胀卷积的需求来简化CNN设计,通过简

单地应用多次采样而不使用数据增强来提高图像分

类的准确性.

１．２．２　基于等级的池化方法

在基于等级的池化方法中,池化区域中特征映

射的激活具有不同的权重,通过加权的方法将其组

合在一起,这些权重是在基于梯度的优化或训练过

程中学习得到的.顺序池化网络(OrdinalPooling
Network,OPN)[６６]和池化操作之间的一个关键区

别是,典型的池化一次作用于一个特征图,而OPN
由每个特征图的不同权重集组成,因此,池化特性来

自所有特征图.
多级池化[６５]将特征投影到一个新的空间,然后

通过累积的二分排序方法对它们进行评分.特征选

择算子通过从训练集学习多部分的排序方案,在一

个池化窗口中选择信息量最大、得分最高的循环特

征.受随机池化的启发,在每个窗口中,根据其评分

函数响应选择更高级别的激活.在不同基准上进行

的试验证实,所提出的多级池化策略提高了深度卷

积网络的性能,优于其他具有相同评估协议的池化

策略(平均、最大和随机池化).

１．２．３　基于概率的池化方法

基于概率的池化方法以平均池化和最大池化之

间的概率来权衡两者之间的关系.通过引入混合机

制,将最大池化和平均池化的特性反映在池化过程

中.基于概率的池化方法有助于提高错误率,防止

过拟合,此方法有随机法、最大丢包法、混合法、感兴

趣区域法等.随机空间采样池化(StochasticSpatial
SamplingPooling,S３Pool)[７７]是使用随机向下采样

的两步方法.合并窗口(２×２)在特征图上滑动,
单位步幅值向下采样,下采样以均匀和确定的方

式从 非 重 叠 池 化 区 域 中 选 取 单 个 值,随 机 和

S３Pool的混合通过在特征图中引入失真,实现正

则化和数据增强.
基于稀疏的随机池化[７３]融合了最大、平均和随

机池化的思想,引入一定程度的稀疏性来获取池化

区域的优化特征,特征值从平均值扩展到最大值,优
化后的特征值用于正态分布中激活的概率权重分

配.该方法采用加权随机抽样,以保留随机池化的

优点,图像特征的非平稳性和池化区域的随机性提

高了池化性能[６８].该方法在不同基准数据集上进

行了测试,结果显示有效地提高了识别精度.

１．２．４　基于变化域的池化方法

变换域方法使用不同的域,如时间域[８３]、空间

域[８４]、频率域[７５]和小波域[７６].基于频域变换的池

化方法,利用频谱池化通过截断CNN在频域中的
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表示来进行降维.这种变换是通过使用离散傅立叶

变换(DiscreteFourierTransform,DFT)[７５]、快速傅立

叶变换(FastFourierTransform,FFT)[８５]、Hartley变

换[８６]和离散余弦变换[７９]等变换来实现的.小波池

化[７６]采用二级小波分解,丢弃一级子带,以更紧凑

的结构方式降低特征维数.
在CNN中,池化层将池核特征转化为最显著

的特征,保留关键信息.与后一层相比,低层的特征

图保留了更重要的信息,可产生较高的精度,但需要

更多的内存空间和计算时间,低层使用最大池化和

高层使用平均池化是一个较好的选择.基于值的池

化方法依赖于基于特定条件选择激活值,大多数传

统的基于值的池化方法没有考虑池化内核中噪声的

影响,由于噪声值在后续特征图中累积并传播,因
此,可能会导致不希望的输出,噪声的存在会影响特

征图中的大多数局部特征.基于等级的方法考虑了

所有具有加权和的激活,因此,此类噪声的影响将通

过其他激活来减弱,但它需要更多的参数,以权重形

式存储.此外,基于变换域的池化方法可以很容易

地滤除由于频率变换而产生的噪声,但与其他池化

方法相比,此方法所需的处理时间可能要长得多,这
主要是由于从空间域到其他域和原始域的转换而引

起的.基于概率的方法通过评估最显著特征的概

率,从而避免了这种计算时序问题,对不同层的概率

值进行细化可以获得更好的性能.

１．３　激活函数

神经网络每一层输出时需要进行一次非线性变

换,这个起到非线性变换作用的函数称为激活函数,
若没有激活函数,则网络中每一层都是线性变换,而
实际上数据通常是线性不可分的,线性模型不足以

表达数据,引入激活函数是为了增加整个网络的非

线性因素,增强其表达能力.激活函数可分为３类,
第１类是饱和非线性函数,如Sigmoid、双曲正切

(Tanh)函数,两者都为S型饱和函数,当训练数据

规模较大时,Sigmoid和Tanh激活函数容易造成梯

度弥散的问题.研究发现,饱和的函数会造成梯度

弥散现象;为了解决此类问题,深度卷积神经网络中

出现了非饱和激活函数,如ReLU(RectifiedLinear
Unit)[８７]、Softplus[８８]及其改进型,此为第２类;第３类

为组合函数,为充分发挥２种激活函数的优势,弥补

彼此之间的不足,研究者们将两者有效地结合起来,
构成一个新的激活函数来提高网络性能.

激活函数的选择对于卷积神经网络性能有着重

要的影响,下面介绍常用的激活函数ReLU及代表

性的改进方法、其他代表性的改进方法.表３给出

部分具有代表性的激活函数对比,f１(x)为Sigmoid
函数;f２(x)为 Tanh函数;f３(x)为 ReLU 函数;

f４(x)为Softplus函数;f５(x)为 Maxout函数,其中

G 为隐含层神经元数量,sqg为第q 个输入神经元和

第g 个隐含层神经元的单元输出,N 为输入神经元

数量,wqg为第q个输入神经元和第g 个隐含层神经

元的连接权重,xq 为第q 个神经元的输入,vg 为第

g 个隐含层的偏置;f６(x)为ELU函数,其中α６ 为

预定义的常数,表 示 负 数 部 分 的 斜 率;f７(x)为
LeakyReLU函数,其中α７∈(０,１)为预定义的斜率;

f８(x)为PReLU函数,其中α８ 取高斯分布中一随机

数;f９(x)为SeLU函数,其中α９ 和λ均为超参数.

１．３．１　ReLU及代表性的改进方法

在AlexNet模型之前,Sigmoid函数是使用最

多的激活函数,但近年来,已逐渐被ReLU函数及

其改进型所取代.Sigmoid激活函数易产生收敛

速度慢和梯度消失的问题,使用 ReLU得到的随

机梯度下降法的收敛速度比Sigmoid和Tanh快很

多.杨观赐等[９７]分析了当前卷积神经网络模型特

征提取过程中存在的问题:(１)训练数据量较大

时,Sigmoid激活函数使训练变得困难;(２)CNN对

于过拟合问题,通常采用提早结束训练与正则化

策略来缓解,但网络加深时,解决过拟合问题的表

现会变差;(３)训练过程中,CNN常采用梯度下降

策略,虽然减少了训练时间,但会造成累计误差的

增加.Kingma等[９８]提出了基于Dropout与 Adam
(AdaptiveMoment)优化器的改进CNN算法,设计

了二次卷积神经网络结构,采用 ReLU代替传统

激活函数,以防止梯度弥散,加快收敛速度;在网

络中引用了Dropout技术,并采用Adam优化方法

替代传统的随机梯度下降法(StochasticGradient
Descent,SGD)[９９],以不同的学习率优化交叉熵以

缓解过拟合现象.SGD优化方法通过随机抽取一

个样本来计算误差,并以此为依据来更新参数,在
初始化和学习率设定合适的情况下,结果更可靠,
但是训练时间较长,即收敛速度慢.Adam优化方

法通过梯度一阶矩估计和二阶矩估计,来动态调

整参数的学习率,收敛速度较快,若训练的网络层

数较多较复杂时,使用这种学习率自适应的优化

方法表现会更好.
由于ReLU在负值的梯度恒为零,神经元在训练

过程中可能发生死亡现象[９０].２０１３~２０１５年期间,
部分学者提出LeakyReLU[９４]、Maxout[９１]、ELU[９３]、
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表３　部分具有代表性的激活函数对比

Tab．３　Contrastofsomerepresentativeactivationfunctions

激活函数 数学表达形式 优点 缺点

Sigmoid f１(x)＝ １
１＋e－x

具有连续可微分性的特征,曾是激活函数

的最优选择

不具有稀疏特性,容易梯度弥散,不关于原点

对称,收敛速度较慢,且计算复杂

Tanh f２(x)＝e
x－e－x
ex＋e－x

关于原点对称,比Sigmoid函数收敛速度快 无法解决梯度弥散的问题,且计算复杂

ReLU[８７] f３(x)＝max{０,x}
解决了梯度弥散问题,收敛速度快,更加接近

生物神经元的激活模型[８９],且计算简单
稀疏性过强,易出现神经元死亡现象[９０]

Softplus[８８] f４(x)＝ln(１＋ex)
避免ReLU强制性稀疏的缺点,对全部数据

进行非线性映射,避免有价值的信息丢失
欠缺对样本模型的表达能力,收敛速度较慢

Maxout[９１]
f５(x)＝ max

g∈[１,G]
sqg

sqg＝∑
N

q＝１
wqgxq＋vg

克服了ReLU的缺点 增加了参数量[９２]

ELU[９３] f６(x)＝
x x＞０

α６(ex－１) x≤０{
缓解神经元死亡现象,具有一定抗干扰能力,

输出均值接近于０,收敛速度更快
会发生梯度弥散,计算复杂

LeakyReLU[９４] f７(x)＝
x x＞０

α７x x≤０{
缓解ReLU的神经元死亡现象,具有一定

稀疏性

欠缺对样本模型的表达能力,需调整超

参数α

PReLU[９５] f８(x)＝
x x＞０

α８x x≤０{
继承了LeakyReLU的优点,且较Leaky

ReLU效果更好

欠缺对样本模型的表达能力,需调整

超参数α,模型训练难度有所提高

SeLU[９６]
f９(x)＝λ

x x＞０

α９ex－α９ x≤０{
α９≈１．６７３３,λ≈１．０５０７

确保训练过程中梯度不会爆炸或消失,自动

将样本分布归一化到０均值和单位方差

PReLU[９５]等改进函数,缓解了神经元死亡问题.

ELU会发生梯度弥散,且导数计算复杂度为指数

级.Goodfellow等[９１]引入一种称为丢失的近似模

型平均技术,提出名为 Maxout的激活函数,并且表

明 Maxout可拟合各种维度的凸函数,而Sigmoid、

ReLU等激活函数只能拟合二维函数.Maxout函

数是在每个隐含层节点的k个延伸节点中,选取最

大值作为该节点的输出,其中k为 Maxout函数参数,
其思想类似于Dropout技术,旨在通过丢失来进行

优化.试验表明,Maxout效果要优于ReLU函数,并
且通过将Maxout和Dropout结合的试验,验证该结

合方式更易优化网络,因为 Dropout技术改变了

Maxout每次训练的输入数据,使得模型更加多样化.

１．３．２　其他代表性的改进方法

如表３所示,单一的激活函数既有其优点,也有

一些不足,这些不足也会严重影响到卷积神经网络

的性能,因此,一些研究者根据不同激活函数的特

点,将两种激活函数组合起来,保留两者的优点,弥
补不足.石琪[１００]将ReLU和Softplus两种激活函

数有效的结合起来,提出了 ReLUＧSoftplus激活函

数,为非线性非饱和的激活函数.ReLU 函数收敛

速度快,但在小于０的部分梯度被强制为０,不能有

效地学习到数据特征,Softplus是ReLU近似平滑

的一种表达形式,可对全部数据进行非线性映射,但
其收敛速度较慢.ReLUＧSoftplus函数数学表达式

为f(x)＝max{ln(１＋ex)－ln(２),x},即在x 负半

轴使用Softplus函数,并将其函数曲线向下平移

ln(２)个单位,在x 正半轴使用ReLU函数,这样既

保留了ReLU收敛速度快以及Softplus防止有价值

信息丢失的优点,也解决了神经元死亡的问题.通

过在手写字符数据集中的试验表明,改进的激活函数

训练效果优于单一的ReLU、Softplus函数.但研究发

现,使用该激活函数时模型只能使用０．０００１或更小

的学习率,从而导致收敛速度降低.王红霞等[１０１]

针对此问题,提出了一种新的组合激活函数ReLUＧ
Softsign,是由ReLU和Softsign函数在x 轴正、负
半轴组成的一个分段函数,其中Softsign函数由

Tanh函数改进得到,与Tanh函数相比,Softsign函

数在缓解收敛速度慢及梯度弥散的问题上具有一定

的积极作用.在x负半轴中Softsign函数的导数能够

保持变化,逐渐减小,而Softplus的导数比Softsign更

容易趋向零,当选用较大的学习率时,Softplus的导数

更容易降为零,使神经元坏死.此外,当输入数据在

零附近时,Softsign的导数具有更快的变化,说明收
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敛速度也更快,因此,相比 ReLUＧSoftplus,ReLUＧ
Softsign函数可使模型使用更高的学习率,从而提高

收敛速度.
激活函数的改进还有很大的发展空间,未来可

根据在不同优化器上以及不同的数据集上的适应程

度,进一步改进激活函数,提高网络收敛性能.

１．４　卷积神经网络的基本工作原理

卷积神经网络总体来说是一种层次模型,原始

数据作为输入,通过卷积操作、池化操作和非线性激

活函数映射等一系列操作的层层堆叠,从原始数据

输入层中将高层语义信息逐层抽取出来,这一过程

称为“前馈运算”.最终,卷积神经网络的最后一层

将其目标任务(分类、回归等)形式化为目标函数,计
算预测值与真实值之间的误差或损失,通过反向传

播算法将误差(损失)由最后一层逐层向前反馈,更
新每层参数,并在更新参数后再次前馈,如此往复,
直到网络模型收敛,从而达到模型训练的目的.训

练过程如下.
步骤１:给定一个样本集,包含m 个样例,初始

化权值偏置,通过前馈计算每层的状态和激活值,直
到最后一层,即

zl ＝Wlfl(zl－１)＋bl (２)
式中:zl 为l层神经元的状态;Wl 为l－１层到l层

的权重矩阵;fl(􀅰)为l层神经元的激活函数;bl 为

l－１层到l层的偏置.
步骤２:计算每一层的误差δl,将误差由最后一

层逐层向前反馈,即

δl ＝f′l(zl)[(Wl＋１)Tδl＋１)] (３)

式中:(Wl＋１)T 为l＋１层的权重转置矩阵,通过

(Wl＋１)T 向前反馈到第l层.
步骤３:计算每层参数的导数,即

∂J(W,b;xm,ym)
∂Wl

＝δl(al－１)T (４)

∂J(W,b;xm,ym)
∂bl

＝δl (５)

al－１ ＝fl(zl)
式中:al－１为l－１层神经元的活性值矩阵;J(W,b;

xm,ym)为单个样例计算得到的方差代价函数;W 为

权重矩阵;b为偏置矩阵;(xm,ym)为第m 个样例.
步骤４:对参数W 和b进行更新,即

Wl＝Wl－r∂J
(W,b)
∂Wl

bl＝bl－r∂J
(W,b)
∂bl

(６)

∂J(W,b)
∂Wl

＝ １
m∑m

∂J(W,b;xm,ym)
∂Wl

æ

è
ç

ö

ø
÷[ ]＋βWl

∂J(W,b)
∂bl

＝ １m∑m
∂J(W,b;xm,ym)

∂bl

æ

è
ç

ö

ø
÷

(７)

式中:J(W,b)为整体样本代价函数;r为学习速率;

β为权重衰减参数.
步骤５:在更新参数后再次进行前馈运算,如此

反复,直到网络模型收敛,从而完成网络训练.

１．５　优化算法

优化问题是计算数学中最为重要的研究方向之

一,是指将模型预测值和数据之间的误差减小问题

转换为求一个目标函数的最小值问题.在深度学习

领域,优化算法的选择也十分重要,不同的优化算法

很可能产生截然不同的训练效果,常用的优化算法

可分为梯度下降算法及其改进和自适应优化算法,
如表４所示.

表４　优化算法类别

Tab．４　Classificationofoptimizationalgorithms

类别 基本算法 自适应学习率算法

代
表
性
算
法

BGD、SGD、MBGD、动量[１０２]、

基于NAG的动量方法[１０３]

Adagrad[１０４]、Adadelta[１０５]、

RMSprop[１０６]、Adam[９８,１０７]、

Nadam[１０８]、AdaBound[１０９]、

AMSBound[１０９]

特
点

需人工设计学习率,在适合的

初始化和学习率调度方案

的情况下,结果更可靠

自适应地为每个参数分配

不同学习率,性能更稳定,

适用于训练较深较复杂

的网络以及稀疏数据

１．５．１　基本算法

梯度下降最常见的３种变形为批量梯度下降法

(BatchGradientDescent,BGD)、随机梯度下降法

(StochasticGradientDescent,SGD)和小批量梯度

下降法(MiniＧBatchGradientDescent,MBGD),这
３种形式的区别取决于使用多少数据来计算目标函

数的梯度.BGD采用整个训练数据集计算梯度,对
于凸函数可以收敛到全局极小值,对于非凸函数可

以收敛到局部极小值,但遇到大规模数据集时计算

速度非常慢,而且不能加入新的数据实时更新模型.

SGD是通过每个样本来迭代更新一次,速度较快并

且可以新增数据,但SGD因为更新比较频繁,易造

成损失函数的震荡.MBGD每一次利用一小批样本

进行计算,可以降低参数更新时的方差,收敛更稳

定,并且可以充分利用高度优化的矩阵操作来更有

效的计算梯度,但该算法对所有的参数更新都使用

相同的学习率,不能满足个别要求,且容易陷入局部

最优.
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动量方法[１０２]在 MBGD基础上模拟物理学动量

的概念改进更新策略,即在每次更新时一定程度的

保留之前的更新方向,同时利用当前批次的梯度向

最终更新方向微调.这样做使收敛更加稳定、快速,
并且提高了摆脱局部最优的能力.Sutskever等[１０３]

利用 斯 特 洛 夫 加 速 梯 度(Nesterov􀆳sAccelerated
Gradient,NAG)[８４]对动量方法进行了改进,在梯度

更新时做一个校正,提高了梯度更新灵敏度,对实际

情况更有针对性.

１．５．２　自适应学习率算法

梯度下降算法及其改进算法都需要人工来设置

学习率,总会出现不适合的情况.Adagrad(Adaptive
Gradient)[１０４]对学习率进行了约束,能够自适应地

为不同参数分配不同的学习率,无需手动调节.

Adagrad对低频参数更新使用较大学习率,对高频

参数使用较小学习率,因此,它对于稀疏的数据表现

很好,比MBGD更具鲁棒性,但同时该方法也需要设

置一个全局学习率,且在前期梯度很大的情况下,该
方法对梯度调节过大,中后期使得学习率过小导致训

练提前结束,因此,效果并不理想.Adadelta[１０５]在计

算上做了简化,Adagrad会将之前所有的梯度平方

累加,而 Adadelta只考虑固定大小的项,并且采用

近似计算对应的平均值,解决了 Adagrad算法学习

率单调递减、手工设置全局学习率等问题.
为了进一步优化损失函数在更新中存在摆动幅

度过大的问题以及加快函数收敛速度,RMSprop[１０６]

对权重W 和偏置b 的梯度使用了微分平方加权平

均,并且为了防止分母为０,使用了一个很小的数值

来进行平滑,一般取１０－８,RMSprop更适用于处理

非平稳目标.Adam 方法本质上是带有动量项的

RMSprop,它利用梯度的一阶矩估计和二阶矩估计

动态调整每个参数的学习率,主要优点是经过偏置

校正后,每一次迭代学习率都有确定的范围,使得参

数比较平稳.Nadam[１０８]类似于带有Nesterov动量

项的Adam,对学习率有了更强的约束.自适应优化

算法旨在通过调整学习率来加快收敛速度,但它们

与SGD相比泛化性能较差,甚至会由于不稳定和极

端 的 学 习 率 导 致 无 法 收 敛.Luo 等[１０９] 提 出

AdaBound和 AMSBound方法,对学习率使用动态

边界,以实现从自适应方法到SGD的逐步平滑过

渡,为收敛提供理论依据.通过在多个流行任务和

模型上进行试验,结果表明所提方法能够弥补自适

应方法和SGD之间的泛化差距,同时在训练早期保

持更高的学习速度.

２　卷积神经网络在智能交通的研究及

应用

近年来,卷积神经网络在图像识别、目标检测、
图像分割等领域取得了突破性的进展,同时随着计

算机硬件水平的提升,复杂算法所带来的实时计算

困难的问题已逐渐解决,极大地推动了CNN在智能

交通系统的应用,在车牌、车型、交通标志的识别以

及交通状态预测等领域取得了许多研究成果.

２．１　车牌识别

车牌识别(LicensePlateRecognition,LPR)技
术是现代智能交通系统重要组成部分,通过一些后

续处理技术可以实现停车场出入口收费管理、盗抢

车辆管理、高速公路超速自动化管理、闯红灯电子警

察、公路收费管理等功能,对于维护交通安全和城市

治安,防止交通堵塞,实现交通全自动化管理有着现

实意义.车牌识别方法可分为２类,一类是通过识

别IC卡或条形码中所存储的车牌信息来识别车牌,
该方法准确度高,运行可靠,但实现成本较大,对硬

件设备要求较高,不利于推广.另一类是基于图像

的方法,该类方法有模板匹配法、特征匹配法和神经

网络的方法.近几年来,基于神经网络的车牌识别

方法已逐渐发展成熟,其中卷积神经网络应用最为

广泛.
车牌识别方法通常由车牌定位、字符分割和字

符识别３个处理步骤组成.然而,在光照不均匀、天
气条件恶劣、背景复杂、车牌不清晰、监控摄像头质

量较差等复杂环境下,该识别方案的效果并不理想.

Wang等[１１０]为了解决这些问题,提出了一种新的车

牌识别方法,通过一种端到端的深度学习结构,直接

对车牌进行识别.该网络是一种混合的深度结构,
它由用于提取基本特征的残差网络、用于提取多尺

度特征的多尺度网络、用于定位板块和字符的回归

网络和用于识别的分类网络组成.同时提出了一种

有效的基于批量归一化的训练方案,提高了学习过

程中的训练速度.试验结果表明,该方法具有良好的

识别精度,与现有的复杂环境识别方法相比,具有更

强的鲁棒性和更高的识别效率.李祥鹏等[１１１]采用

FasterRＧCNN算法和改进的 AlexNet网络对车牌

目标进行定位和识别,解决了复杂环境下车牌定位

困难的问题.

Lin等[１１２]提出了一个级联框架,该框架在整个

图像上以滑动窗口方式使用一个４层的CNN分类

器,区分３７类(１０位数字,２６个大写字母以及非字
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符类别)目标,基于字符的聚类特性,提取出类文本

区域.然后采用另一种车牌/非车牌的二分类CNN
分类器来剔除误报,区分车牌和普通文本.这种方

法的主要优点是不需要分割,通过挖掘上下文信息,
避免了分割带来的误差,具 有 较 高 的 识 别 精 度.

Xiang等[１１３]为了提高车牌在复杂环境中的检测性

能,提出了一种用于车牌检测的高效轻量级全卷积

网络.该网络缩小了输入图像的比例,从而大大加

快了计算速度,降低了计算成本,同时结合了多层

次、多尺度的视觉特征,采用密集连接和膨胀方法.
为了进一步提高预测精度,在训练中加入了融合损

失结构.试验分别在３９７７张不同场景不同条件下

拍摄的图像和加州理工学院车牌数据集上进行,结
果表明,该方法在精度和计算量之间取得了较好的

平衡.
对于多车道场景下的跨国车牌检测,现有方法

大多易受光照变化大、背景复杂、车牌边缘弱的影

响.Asif等[１１４]提出了一种新的光照不变性方法来

处理不同颜色和风格的跨国车牌.红色电晕最初用

于检测车辆的尾灯,又因为车牌在其尾灯附近,便于

确定感兴趣的区域.为了检测每个感兴趣区域内的

车牌,利用启发式能量图对提取出的垂直边缘进行

有效的预处理,保留车牌边缘提取出高边缘密度区

域,最后通过 AlexNet卷积神经网络提取的检测区

域高层特征进行分类,验证检测到的区域为车牌区

域.该方法已在６个不同国家的２９００多幅不同天

气和照明条件下拍摄的图像上进行了测试,准确率

为９１．５％,优于最新的方法,同时平均每张图像只需

０􀆰１６s即可达到实时性能.
目前许多车牌识别技术中大多数只能在单行牌

照上工作,在实际应用场景中,也存在较多的多行牌

照,传统的方法需要对多行牌照的原始输入图像进

行分割,这是复杂场景中的一个非常困难的问题.

Puarungroj等[１１５]对泰国摩托车牌照进行了研究,提
出了一种两步训练识别方法,这种类型的车牌为三

行牌照,从上到下分别表示类别、注册地和注册号.
该方法首先利用 MobileNets和InceptionＧv３模型对

每个车牌的３行数据进行分割和训练;然后对车牌

上的泰语字母和数字进行分割和训练.通过对不同

方位的车牌图像进行测试,３行不同类别识别正确率

为９６．９４％,字符识别正确率为９１．７６％.Cao等[１１６]

提出了一种用于单行和双行车牌识别的端到端神经

网络.该模型的网络结构是专门为多行车牌识别而

设计的.利用深度CNN直接将每幅图像作为一个

单元在特征图上进行处理,然后对得到的特征图进

行重组,每个特征图都表示为所有单行和双行牌照

的一个类似于序列的特征图,得到的特征图采用双

向长短时记忆进行序列标签的计算,通过对这些序

列标签信息进行组合,得到最终的车牌识别结果.
该方法具有训练方便、测试方便等优点,可应用于多

种车牌识别系统,大量试验结果表明,提出的方法与

目前最先进的方法相比,取得了显著的改进.现有

算法对双行车牌的识别率较低,并且很少涉及对包

含中文字符车牌的自动识别.赵汉理等[１１７]提出一

种基于CNN的双行车牌分割算法.该算法首先利

用CNN提取的车牌特征训练多标签分类模型,将
双行车牌分割为两个单行车牌,然后采用卷积循环

神经网络对车牌字符识别.基于所构建的数据集

的试验结果表明,文中算法自动分割双行车牌的准

确率较高,但文中所采用的特征提取网络层数较

少,且分割和识别采用两种网络进行,有进一步改

进的空间.

２．２　交通标志识别

交通标志识别(TrafficSignRecognition,TSR)
属于智能交通系统的外部感知信息,将采集道路中

的标志图像,通过相关技术检测、识别出交通标志图

像.交通标志识别的准确度和实时性是分类的重要

指标,快速准确的识别可以为自动驾驶、行车安全以

及交通的运行效率提供保障.卷积神经网络在图像

分类领域取得巨大的进展,但同时需要大量的数据

集作为支撑,为了推动卷积神经网络在交通标志识

别领域的研究,各类交通标志数据集也得以开源,其
中主要有德国交通标志识别集、德国交通标志检测

数据集、清华Ｇ腾讯１００k、瑞典交通标志检测数据集

(SwedenTrafficSignDetectionDataset,STSD)等.
利用深度学习的方法进行交通标志识别,基本

流程包括图像预处理、交通标志特征提取和分类识

别.环境因素对交通标志的分类精度影响明显,张
秀玲等[１１８]将三角形和圆形交通标志使用KＧmeans
算法进行二聚类操作,卷积神经网络作用是将切割

模板切割的感兴趣区域的 HOG特征进行过滤和降

维,其中切割预处理操作的目的是降低环境因素对

信息的干扰,进行过滤和降维后的二次特征经过

Squeeze网络进行重要性标定,增强数据之间的关

系,将HOG特征与卷积特征进行加权运算后,训练

网络模型.该模型不仅提高了分类精度并且模型的

收敛速度和泛化能力都有所增强,与BP网络、支持

向量机(SupportVectorMachines,SVM)分类器及
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CNN模型对比,分类精度达到了９８􀆰５８％,训练时间

上大致相同,缺陷是在反光、遮挡环境影响下无法自

动定位检测,这也是目前需要突破的交通标志分类

的重点问题.
交通标志所包含的信息丰富,包括颜色、形状和

文本等语义信息,人类理解该信息简单,但这些信息

的类间差异小并且种类多,不利于机器分析理解.
王方石等[１１９]为了解决该问题,在 HSV颜色空间的

３个分量形成的灰度图上提取最大稳定极值区域,首
先得到交通标志候选区域,之后将卷积神经网络加

入交通标志的形状、颜色、图案内容３种信息的属性

学习约束,用于识别其是否为交通标志区域,如果为

交通标志区域便对进行分类,实现交通标志的检测.
该方法充分考虑了交通标志特征的多样性,针对颜

色、形状、文本的特征,同时进行属性学习和分类学

习,将交通标志的多样视觉属性特征作为学习约束,
通过试验表明,在复杂环境下能很快的识别出交通

标志区域和非交通标志区域,检测精度较高,具有一

定的实际应用价值.
交通标志检测的难点在于影响检测效率的干扰

较多,一类为交通标志的遮挡、污损、模糊、褪色、变
形等自身干扰,除此之外,同一种交通标志在不同的

时间、天气、角度、光照以及分辨率的情况下检测效

果也不相同.交通标志检测主要服务于智能交通中

的自动驾驶技术,属于实景检测项目,因此,对于检测

的实时性和准确性要求较高,李旭东等[１２０]将YOLO
V３Ｇtiny检测算法作为基础网络,提出了一种三尺度

嵌套残差结构的交通标志快速检测算法.首先构成

两个一大一小的残差结构,通过在 YOLOV３Ｇtiny
网络上采用逐像素相加的跨层连接构成小残差结

构,利用同样的连接方式,在原基础网络输出的基础

上增加了１层空间分辨率更高的预测输出,增强了

该尺度输出的空间信息,构成大残差结构.然后将

构成的两个残差网络进行嵌套,使其形成一个三尺

度预测的嵌套残差网络模型,将 YOLOV３Ｇtiny基

础网络放入两个残差结构中,可以进行３次调参.
通过在德国交通标志检测数据集上进行试验其总

F１ 分数为９１􀆰７７％、检测时间为５ms;长沙理工大学

中国交通标志检测数据集上进行试验,指示、禁令、
警告 三 大 类 交 通 标 志 F１ 分 数 分 别 为 ９２􀆰４１％、

９３􀆰９１％、９２􀆰０３％,检测时间为５􀆰０ms.F１ 分数是

机器学习中为综合考虑精确率和召回率而引入的评

价指标,F１ 分数越高,说明模型性能越好.
交通标志图像的特殊性在于一个大类交通标志

(如禁令标志、指示标志等)中各个小类的区别体现

在其中心区域的局部差异.将交通标志图像的全局

特征和局部纹理特征相结合,多尺度融合提取交通

标志特征引起了学者的关注.宋青松等[１２１]提出了

一种改进的多尺度卷积神经网络的交通标志识别算

法,首先为了降低环境因素的影响,对交通标志图像

进行预处理,经过预处理比选试验后,最终确定限制

对比度自适应直方图均衡化方法作为图像预处理方

法,然后设计了一种多尺度CNN模型,将交通标志

的全局特征和局部特征融合,得到多尺度融合特征,
最后将得到的融合特征输入SoftMax分类器对交通

标志进行分类.文章在设计多尺度模型之前首先对

网络参数的确定做了比选试验,确定了适合交通标

志识别的卷积核尺寸、全连接层神经元个数、不同的

权重初始化方式、激活函数、优化器、Dropout的参

数,该文多尺度主要体现在将第１、２池化层的特征

再经过一次池化,然后与第３池化层连接,最后将融

合后的特征送入分类器进行分类.通过在德国交通

标志基准数据库试验,其分类精度达到了９８􀆰８２％,
单张交通标志的识别速度为０􀆰１ms.CNN属于一

种层级结构,通过层层映射得到图像的特征,高层和

底层特征都代表图像的不同属性,底层特征主要提

取图像的粗粒度特征,包含对象的纹理、边缘等信

息,高层特征可以得到图像细粒度的语义信息.利

用好图像的多层特征属性,对于图像分类精度的提

升有一定帮助.孙伟等[１２２]在对交通标志图像进行

分类时,利用了CNN多层特征属性特点,在卷积神

经网络提取交通标志特征时,将后３层特征提取出

来,经过一个多尺度池化层,下采样后得到具有多层

属性的特征向量,分类器选择将传统的SoftMax分类

器用极限学习机分类器替换,完成交通标志的识别.
选择极限学习机(ExtremeLearningMachine,ELM)
是因为融合的多层特征维度较高,而ELM是一种基

于单隐层前馈神经网络的监督型算法,训练过程中

不需要反复调整所有的参数,降低计算量,加快训练

速度,通过试验表明结合CNN和ELM 的识别算法

的鲁棒性更强,在 GTSRB交通标志数据库上分类

精度达到了９６􀆰９３％,单张交通标志图像的分类时间

为８􀆰２ms,具有较高的准确性和实时性.
交通标志在图片中所占比例较小,因此,检测难

度更大,一般通过图像分块技术来提高小目标的相

对尺寸比例,降低小目标检测难度.张淑芳等[１２３]针

对单尺度分块提升效果有限的问题,提出多尺度分

块方法,并构造了更加丰富的卷积层,进一步提高对
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不同尺寸目标的检测能力.同时采取由粗到精的策

略来加快检测速度,对纯背景图像块不再预测,先利

用中等大小图像块来确定交通标志目标的范围,再
对范围内的其他图像块进行检测,最后通过非极大

值抑制实现交通标志的精准识别.该方法在不同的

环境下进行测试,均表现出良好的检测性能和鲁棒

性.Liu等[１２４]提出了一种基于反卷积区域的卷积神

经网络来对交通标志进行检测,该方法在卷积层的

输出中加入一个反卷积层和一个归一化层.将不同

层次的特征拼接成融合的特征图,为小交通标志的

检测提供充分的信息.为了提高训练的有效性,提
出了一种针对区域建议网络和反卷积区域卷积神

经网络两阶段自适应分类损失函数,通过该设计来

完成对交通标志目标的检测,试验利用清华Ｇ腾讯

１００k数据集评估算法的性能,通过比对试验,分析

了融合特征图和两阶段分类损失函数的有效性,最
后的试验结果证明了该方法在检测交通标志方面

的优越性.
交通标志识别一般应用于车载系统,首先通过

安装在车辆上的摄像头采集实际交通中的图像,再
输入车载系统进行数据分析,大型卷积神经网络可

实现较高的实时性、准确性和鲁棒性,但同时对存储

空间和计算资源需求也较高,车载计算机很难达到

要求.张建明等[１２５]提出了一种基于压缩卷积神经

网络的交通标志分类算法,采用基于泰勒展开的通

道剪枝技术删除冗余的特征图通道,并对剪枝后的

网络模型采用三值量化方法进行参数量化,试验验

证了通道剪枝、参数量化和组合压缩的有效性,使得

组合压缩后的网络参数数量减少为原始模型的９％,
提高了模型的处理速度与精度,具有一定的实用价

值.在移动平台上部署深度神经网络具有很大的挑

战性,因为它具有较长的延迟和巨大的计算成本.
以往的研究工作多数集中在计算精度上,如何在计

算量和精度之间取得平衡是移动计算领域需要解决

的重要问题.Song等[１２６]提出了一种高效的卷积神

经网络,在CNN模型中构建了２个子网络,从低层

的细粒度特征出发,通过增加特征图和下采样的经

验值,对小目标的特征进行识别.该检测子网络经

过良好的训练,可以同时对小交通标志进行分类和

检测,另一方面,使用了卷积分解、冗余层裁剪和全

连接变换３种策略来压缩模型,降低了计算成本,提
高了小目标检测的效率.试验结果表明该方法网络

性能优于FasterRＧCNN和FastRＧCNN,准确率提

高了１０％.可以在精度损失较小的前提下,网络运

行时间和内存的计算消耗有所减少,显著的减少冗

余,减少参数,提高网络的处理速度.

２．３　车型识别

车型分类分为２种,车辆类型分类和车辆型号

分类,车辆类型一般包含客车、卡车、轿车等大类,车
辆型号包含信息较为细致,例如,汽车的品牌以及车

辆颜色.随着深度学习在智能交通领域研究不断进

步,开源的车辆数据集也为其发展提供了帮助.北

京理工大学制作的BITＧVehicle数据集,其车辆图片

全部来自高速监控卡口,包含客车、小型客车、小型

货车、轿车、越野车以及卡车６种类型共９８５０张车辆

图片.香港中文大学制作的CompCars数据集,由监

控卡口和互联网收集两部分构成,其中,互联网场景

图片包含１６３个品牌、１７１６个车型,共１３６７２７张整

车图片,２７６１８张车辆局部图片;监控卡口的数据都

为车辆的正脸图像,共有４４４８１张图像,分为２８１种

类型.StanfordCars数据集由斯坦福大学所收集,
包含１９６类,共１６１８５张图片,其中８１４４张为训练

数据,８０４１张为测试数据.每个类别按照年份、制
造商、型号等进行区分.

在智能交通系统中,车辆颜色自动识别在视频

监控中具有重要意义.在光照条件不断变化的复杂

交通场景中,车辆颜色的正确识别是非常困难的.

Zhang等[１２７]针对传统的神经网络参数较大,并且只

使用图像的高层特征的问题,提出了一种基于轻量

级卷积神经网络的车辆颜色识别方法.该轻量级的

CNN网络架构是专门为车辆颜色识别任务而设计

的,它包含５层,其中３个卷积层,一个全局池化层

和一个完全连接层.与现有CNN网络仅使用最后

一层输出特征进行识别的方法不同,该卷积特征提

供了层次化的表示,将３个卷积层的特征图全部用

于识 别,采 用 空 间 金 字 塔 匹 配 (SpatialPyramid
Matching,SPM)策略对特征图进行划分,并对每个

SPM子区域进行编码生成特征表示向量.将卷积

层的特征表示向量和全局池化层输出的特征向量归

一化,并级联为一个整体特征向量,最后将得到的特

征向量输入支持向量机进行分类.与常规方法相

比,该方法主要有两个优点:首先是设计一种特殊

的轻量级卷积神经网络来完成车辆颜色识别任务,
减少网络参数量,降低对计算和存储资源的需求;
其次是应用SPM策略将空间信息嵌入到卷积特征

图中,将低层到高层的特征进行组合,以提高深度

特征表示能力.最终试验结果表明,该方法识别率

达到了９５􀆰４１％,而特征向量的维数仅为１８􀆰００％,
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存储占用空间只有０􀆰５０％,同时兼顾了识别率和

模型的体量.Fu等[１２８]提出了一种新的网络结构,
基于残差学习的多尺度综合特征融合卷积神经网

络.首先,利用 MCFFＧCNN网络提取车辆的深颜

色特征;然后使用支持向量机来获得最终的颜色识

别结果,并建立了一个实际交通场景中车辆颜色鲁

棒识别系统,从不同的角度对算法进行了评价,并
与现有的算法进行了比较,试验结果表明该算法具

有较好的性能.
深度学习算法在目标检测领域得到了广泛的应

用,设计合适的深度学习算法进行车辆检测具有重

要的研究意义.Li等[１２９]研究了卷积神经网络在车

辆目标类型检测与识别中的应用,将FasterRＧCNN
模型应用于实际的交通环境.通过设计改进的模型

以及使用 MIT、Caltech车辆数据集和网络图片的自

建数据,着重训练ZF和VGG１６网络以检测交通场

景中的车辆类型,来检测和识别３种类型的车辆交

通场景,试验结果表明,与传统的机器学习方法相

比,该模型在平均目标检测精度和检测率上均得到

了改进.
细粒度车型识别是指对任意角度及场景下的车

辆外观图像进行识别,包括生产厂家、品牌型号、年
款等信息,在智能交通、交通安全管理等方面有重要

作用.目前细粒度车型识别由传统的手工提取特征

向CNN自主提取特征过渡.细粒度车型识别面临

许多挑战,其中包括:(１)如何将车辆特征联合优化

而不是单独处理;(２)如何自主学习车辆特征而不是

使用手工制作;(３)如何感知和定位车辆区域,而不

是识别整个图像.鉴于此问题,Bin等[１３０]提出了一

种基于卷积神经网络的细粒度车型识别方法.多任

务CNN在第一阶段对车辆进行定位,在第二阶段对

子类进行识别,从而能够处理背景混乱的样本,以及

车辆无法填充大部分图像的问题.通过从每个阶段

多个任务中的协作学习特性,来处理下属级别的细

微类间差异,并在CNN训练中开发了新的面向车辆

的数据增强策略.为了推进以车辆为中心的任务研

究,他们还发布了一个新的车辆数据集,并提供了语

义标签和边界框,该数据集可用于车辆定位、识别、
视点估计等,相比基于视频的数据集,提供了更多的

线索,可作为视频序列车辆分类的辅助数据集.在

细粒度车型识别中,由于具有区分度特征的绝对位置

的不稳定变化,较大的车类差异会严重影响最终的预

测指标,感兴趣区域定位不能完全解决这一问题.

Ye等[１３１]提出了一种基于全局相对位置空间池化的

方法,将绝对位置信息替换为全局相对位置信息,从
而有效地减少了类内的差异.其中,包含绝对位置

信息和外观信息的鉴别特征由卷积神经网络提取,
然后将绝对位置转换为全局相对位置,并对全局相

对位置空间中离散位置的概率进行估计,据此计算

出不同类型特征在不同代表位置的联合概率,构成

池向量,最后用支持向量机进行分类训练.最终结

果表明该方法可以有效改善各类卷积神经网络,并
在车型精细识别中取得了理想的分类效果.

车辆型号精细识别的关键是提取有区分性的细

节特征.余烨等[１３２]提出了一种基于残差网络特征

重用的深度卷积神经网络模型FRＧResNet.该方法

的核心为特征重用,先以ResNet残差结构为基础网

络,使用多尺度输入降低网络退化和易陷入局部最

优问题,低层特征在高层中实现特征重用,低层网络

部分采用特征图权重学习策略抑制冗余特征的比

重.该方法可以高效的利用特征,并降低了网络参

数,在CompCars和StanfordCars数据集上进行试

验,并与其他网络模型进行对比,试验结果表明,该
方法鲁棒性较好,分类精度高.

细粒度车型识别类间差异较小,并且差异多数

集中在关键的语义部分,深度卷积神经网络模型虽

然在分类识别上取得了较好的成绩,但对于语义信

息的表达不足,杨娟等[１３３]提出基于语义信息融合的

深度卷积神经网络模型及细粒度车型识别模型.该

网络模型由定位和识别两部分组成,首先使用Faster
RＧCNN定位网络定位出车辆位置和关键语义部件

位置,将定位出的目标通过识别网络进行特征提取;
再将各个位置的特征通过小卷积核进行特征拼接和

融合,最终进行分类识别.试验在StanfordBMWＧ
１０数据集和StanfordCarsＧ１９７数据集中进行,分类

精度分别为７８􀆰７４％和９８􀆰２７％,迁移学习模型在

BMVCCarＧTypes 数 据 集 中 进 行,分 类 精 度 为

９８􀆰２７％,比 该 数 据 集 目 前 最 好 的 识 别 效 果 提 高

３􀆰７７％;该模型解决了深度卷积神经网络在语义信

息表达不足的问题,并有较高的分类精度和普适性.
细粒度车型识别类别信息丰富,在进行特征提

取时会产生冗余信息,蒋行国等[１３４]提出了一种基于

奇异值分解与中心度量的细粒度车型识别算法.在

处理冗余特征时利用奇异值分解卷积神经网络的全

连接层权重矩阵,之后重新赋值并进行微调操作,得
到车型的细粒度特征,为了使车型特征的类间距离

更小,选择将中心距离损失和分类损失进行加权融

合以降低损失.使用ResNet框架在CarsＧ１９６细粒
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度车型数据集上测试,分类精度为９３􀆰０２％,并通过

扩展试验表明该方法的适用性更好,在其他网络框

架下仍满足实际场景的要求.细粒度目标识别关键

在于区域目标局部的特征信息,而卷积神经网络必

须先知道车辆的具体位置.因此,杨娟等[１３５]提出基

于区域建议网络的细粒度识别方法,区域建议网络

的目的是为了提供区域候选,该网络本质上是一种

全卷积神经网络,先要进行特征提取,然后在卷积特

征上滑窗产生区域候选,将候选区域的特征进行分

类和回归操作,得到目标的类别概率和位置信息,通
过目标检测网络获取其具体类别及目标的精确位

置,使用非极大值抑制算法得到最终识别结果.分

别在StanfordBMWＧ１０数据集和StanfordCarsＧ１９６
数据集上进行试验,得到准确率分别为７６􀆰３８％和

９１􀆰４８％,相比于传统的人工特征提取有了大幅领

先,与目前常用算法识别性能相当,并在实景试验中

也取得了优异的识别效果.区域建议网络在目标检

测时可以提供目标的具体位置信息,在进行细粒度

目标识别时可以提供具有区分度的局部区域,克服

了对目标位置信息的依赖性,具备一图多车的车型

细粒度识别能力,具有更好的鲁棒性及实用性.

２．４　短时交通流预测

短时交通流预测是智能交通系统的重要分支,
主要预测模型有时间序列统计模型、非参数预测模

型和混合模型.随着硬件条件和大数据处理的迅速

发展,基于卷积神经网络的交通流预测研究也获得

良好的进展.CNN稳定性较好,预测性能不易受外

部环境的干扰,提取数据时时空特性较为明显.因

此,罗文慧等[１３６]利用CNN和支持向量回归分类器

(SupportVectorRegression,SVR)的 各 自 优 势,将

２种方法结合用于预测短时交通流,先使用CNN在网

络底层提取交通流特征,然后利用SVR预测流量,通
过试验结果可知,该模型预测性能较好,相对于传统

模型性能提升１１％,可以实时准确的预测交通流.
准确预测交通拥堵状况可以提高出行效率,而

在短时交通拥堵预测中受到的干扰因素较多,其中

主要包括临近街道的交通拥堵情况、天气状况、节假

日人流变化的影响,这些因素会导致车速数据波动

较大且异常值较多,在预测中不仅需要考虑常态数

据,异常时的数据特征对于预测结果同样重要,因此

需要有效的方法来提取这些数据的时空特征信息.
近年来深度学习研究进展迅速,越来越多的学者通

过改进深度学习的预测模型来获取和利用数据的时

空特征.石敏等[１３７]通过研究发现,卷积神经网络对

短时交通拥堵情况进行预测时,卷积池化等操作易

使目标的位置信息丢失和分辨率持续下降,导致在

预测时性能降低.为了解决该问题,提出了一种空

洞卷积结合稠密网络的空洞Ｇ稠密神经网络模型.
利用空洞卷积和稠密网络的连接,获得较少的参数

和更大的感受野,并通过稠密网络和下采样的等值

映射,解决因为参数增加而导致的网络退化问题.
通过采集实际交通道路信息进行试验,结果表明,该
模型相比于卷积神经网络模型,预测平均绝对误差

降低３％~２３％.

Deng等[１３８]提出基于CNN的随机子空间学习

方法,将数据转换成图像的形式并进行时空特征信

息的提取,将时间序列分析问题转换为图像分析问

题,利用类似图像的数据形式,可以使用二维卷积算

子探索时空关系,所提出的模型对于不完整的数据

也可以实现很好的预测,之后提出了一种基于均匀

设计的改进随机搜索顺序优化深度卷积神经网络,
进一步提高了模型的预测能力;An等[１３９]通过利用

残差结构来增加卷积的层数,并联合不同时间间隔

输入建立起一个模糊卷积神经网络深度模型,为了

提取交通流数据的时空特征,将整个区域划分为

３２×３２的小块,并构造了３个具有流入和流出类型

的趋势序列,使得数据在时间上的特征信息能被充

分利用.
由于相邻道路之间潜在的内在关系,空间信息在

一定程度上影响交通流预测.同时,时间特征对交通

流数据的周期信息也有积极的影响.Han等[１４０]分别

从空间特征和时间特征两方面考虑,提出了一种并

行的高速公路交通流短期预测的时空深度学习网

络,该模型利用卷积神经网络提取交通流的空间特

征,利用长短时记忆提取交通流的时间特征,反映了

较强的交通流预测性能.以上海市内环高架路为

例,对５９１个传感器进行了６个月的预测.试验结

果表明,并行时空深度学习网络的总体性能优于其

他先进的方法.针对交通流明显的时空相关性,

Zhang等[１４１]提出了一种基于时空分析和CNN深度

学习模型的短期交通流预测方法,将交通流预测方

法分为数据预处理和预测模型２个阶段,在数据预

处理阶段,将交通流数据转换为包含交通时空特征的

矩阵形式,并使用时空特征选择算法确定最佳输入数

据.在预测模型阶段利用CNN提取交通流的时空特

征并基于所选的最佳输入矩阵数据进行预测.将该

方法与六种基准算法进行了比较.利用美国西雅图

IＧ５高速公路的交通流量数据进行试验,所提出的模型
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在不同的预测间隔下获得了良好的预测性能.
注意力模型和卷积神经网络的结合被广泛应用

于交通流预测.Guo等[１４２]针对现有的大多数交通

流预测方法缺乏对交通数据时空相关性建模的能

力,提 出 了 一 种 基 于 注 意 力 的 时 空 图 卷 积 网 络

(AttentionbasedSpatialＧTemporalGraphConvolution
Network,ASTGCN)模型,应用空间注意对不同位

置之间的复杂空间相关性进行建模,应用时间注意

以捕获不同时间之间的动态时间相关性.为建立交

通数据的时空相关性模型,设计了一种新的时空卷

积模型,它包括获取空间特征的图形卷积和描述邻

近时间片依赖关系的时间维度卷积.该模型可以直

接对原始的基于图形的交通网络上的交通数据进行

处理,有效地捕捉到交通网络的动态时空特征.在

Caltrans性能测量系统的２个真实数据集上进行了

试验,与现有基准算法相比,所提出的 ASTGCN模

型获得了更好的预测性能.为了提高交通流预测的

精度,Wu等[１４３]提出了一种基于深度神经网络的交

通流预测模型.该模型充分利用了交通流的周期

性和时空特性,受机器学习的启发,引入注意力机

制,自主学习以确定过去交通流的重要性.利用卷

积神经网络挖掘交通流的空间特征,利用递归神经

网络挖掘交通流的时间特征,利用PeMS数据在长

期水平预测任务中验证,所提出的模型优于现有的

基准方法.
尽管基于卷积神经网络的方法具有较高的准确

率,但它在交通流预测中的应用还需要进一步的研

究.如何在计算资源使用和精度性能之间保持平衡

一直是一个难题,因此,用于大规模交通流预测的高

级深度学习架构值得深入研究.

２．５　其他应用

现代交通运输行业发展迅速,带来的交通治理、
道路交通安全的问题较为突出.交通事故的发生严

重威胁着人类生命财产安全,但是车载网络传输慢,
现有算法复杂度高造成计算时延,都极大的影响着

预测交通风险的实时性和准确性.赵海涛等[１４４]提

出一种基于深度学习的车联边缘网络交通事故风险

预测算法,首先利用边缘服务器中建立的卷积神经

网络将车载自组织网络中采集的大量交通数据进行

多维特征提取,并对特征进行归一化、去均值等预处

理得到新的变量,再将新变量通过卷积核下采样操

作,最终在全连接层输出判别值,以此来预测交通事

故发生的风险,通过试验可得,该算法具有较好的交

通事故预测能力,相较于传统的机器学习算法,具有

更高的预测精度和更低的损失.

２．６　卷积神经网络与ITS常用算法的比较

卷积神经网络与ITS常用的其他５种算法的优

势、劣势和应用方向的对比,如表５所示.
表５　卷积神经网络与其他ITS常用算法对比

Tab．５　ComparisonamongconvolutionalneuralnetworkandotherITScommonalgorithms

算法名称 算法优势 算法劣势 应用方向

卷积神经网络(CNN)
自主学习进行特征提取、

分类,识别率高

训练数据集庞大、对硬件

要求较高

交通标志识别、车牌识别、车型识

别、交通事件检测、交通状态预测

支持向量机(SVM)
可以解决高维数据和

非线性问题

处理多分类问题以及数据量较大

时效果不佳、核函数参数

确定困难

交通标志识别

差分整合移动平均回归模型

(AutoregressiveIntegrated

MovingAverageModel,ARIMA)

模型体量较小,便于计算

时间序列需要稳定、非线性问题

预测性能差、对数据敏感、

数据不可缺失稀疏

客流量预测等回归问题

卡尔曼滤波(KalmanFiltering)
非线性问题处理性能佳、

精度高

计算量大、模型复杂、易受噪声

数据干扰
客流量预测、交通标志识别

误差反向传播神经网络(Back

PropagationFeedＧForward

NeuralNetwork,BPNN)

模型收敛较快,数据的内部规律

不需深入了解

随机初始化权值参数、易陷入

局部最优
客流量预测、交通状态判别

长短时记忆网络(LongShortＧTerm

MemoryNetworks,LSTM)

很好地利用了数据中心的时间

特征、鲁棒性较强

训练数据集庞大、对数据敏感、

数据不可缺失稀疏、结构复杂、

收敛速度较慢

客流量预测等回归问题

　　由表５可以看出,CNN、SVM、KalmanFiltering
在交通标志、车牌、车型的识别与检测方面应用较

多,传统的识别、检测方法提取的特征存在局限性,
产生候选区域的方法需要大量的计算开销,检测精
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度和速度很难达到实际应用的要求,CNN通过自主

学习来提取特征,因此所提特征更加全面,虽然在训

练时对硬件和数据集规模要求较高,但随着技术的

发展,这些问题已逐渐缓解.在流量预测方面,

CNN、ARIMA、KalmanFiltering、BPNN和LSTM
应用较多,CNN被用来提取交通流的空间特征,通
常和LSTM相结合,通过时空特征信息的相关性实

现短时车流量预测.ARIMA和 KalmanFiltering
实现简单,模型体量较小,但对于数据的时间信息较

为敏感.

３　结　语

智能交通在中国的引入时间虽然不长,但由于

其有效地解决了很多交通问题,越来越受到人们的

重视.在实际道路交通环境中,具有许多不确定性

与细节性,车辆行驶过程中车速较快、车辆的颜色和

形状各不相同、车流量较大时互相遮挡使得车辆特

征不明显等自身因素的影响,以及容易受到光照(天
气)强度变化、道路交通背景多样复杂、拍摄角度变

化等外界因素的影响,增加了智能计算的难度.近

年来CNN凭借其优良特性受到了研究者的关注,
尤其是在图像分类、目标检测等领域,它利用卷积

层、池化层、激活函数等基本模块就可以实现对图像

端到端的学习,避免了传统方法的手工提取特征,且
对大数据的处理是其他传统算法无法相比的.虽然

CNN技术已经很大程度上提高了车辆、车牌、交通

标志等领域的识别准确度与速度,但距离实现鲁棒、
精准的识别和无人驾驶的普遍应用,仍具有一定的距

离,未来智能交通随着CNN算法的改进、高效算力以

及基准数据集等多方面的推进,将取得新的突破.
(１)网络结构的进一步优化.从AlexNet、VGG、

GoogleNet、ResNet以及 DensNet来看,一个典型

的发展趋势是网络深度越来越深,网络深度加深可

提高网络性能,但这意味着需要训练的参数也在增

加,虽然相比以前,计算量降低了很多,但网络仍是

大规模的,需要大量的存储空间与计算时间,这会限

制其实际应用,使得它们无法部署在资源有限的移

动平台上,因此,需要进一步优化网络结构,尽可能

的在降低网络计算量的同时提高其性能.此外,对
于一个实际特定问题,如何设计一个更有效的网络

结构仍是一个问题,目前只能是根据数据反复试验

来获取.因此需要更详细的知识来确定合适的网络

层数、每一层所使用的神经元数,以及训练时合理参

数(如学习率等)的选择.

(２)开发并行训练算法.道路交通对于实时性

的要求较高,随着网络日趋复杂和数据集规模逐渐

增大,训练一个网络所需要的代价越来越高,因此,
开发并行训练算法成为提升其应用时效性的重要方

法.深度神经网络目前主要从模型并行和数据并行

两方面实现并行化,模型并行是指将网络模型分配

到多台设备上,通过设备之间的共同协作来完成训

练任务,数据并行是指将训练数据分到多个模型中

去训练,最后通过参数服务器完成参数交换[１４５].
为了加快训练过程,已经有一些异步SGD算法通过

使用CPU和GPU集群得到好的结果,并且深度神

经网络开源框架也都在并行化上做了相似工作,网
络在 CPU 上训练时采用了高性能多线程库,在

GPU上都支持cuDNN[１４６]库.随着异构计算平台

的快速发展以及有效且可扩展的并行训练算法的开

发,深度神经网络将会应用到更多的领域中.
(３)无监督学习.现在应用较为广泛的都是有

监督的学习,使卷积神经网络十分依赖于交通数据

集,随着卷积神经网络的结构不断改进,以前的交通

数据集已经不足以满足目前的需求,需要进一步从

数据集数量、类别以及形式着手,研究相关数据集.
在实际应用中,有标注的数据要远少于无标注的数

据,且标注大量的数据需要耗费较大的人力.因此,
未来的发展趋势将可能是无监督训练深度卷积神经

网络.
未来智能交通随着不同领域的交叉融合将会得

到更大的发展.卷积神经网络在视觉领域展现的强

大能力,将使得智能交通的研究成果能够全面服务

于大众,提高道路交通的智能信息化水平.
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